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Résumé

Une nouvelle méthode pour entraîner les SVM avec des
bases d’apprentissage de taille importante est présentée.
L’idée principale est d’utiliser la quantification vectorielle
pour remplacer les exemples par un ensemble réduit de
prototypes. L’objectif est de diminuer fortement le temps
d’entraînement pour choisir les paramètres optimaux. Des
résultats d’expérimentations montrent que les temps d’en-
traînement peuvent être réduis par un facteur de 100 tout
en préservant le taux de classification. De plus, cette mé-
thode permet de trouver une fonction de décision réduite
lorsque les données sont bruitées.

Mots clefs

SVM, Quantification Vectorielle

1 Introduction
Les Machines à Vecteurs de Support (SVM) [1] sont des
outils très performants pour la reconnaissance des formes.
Cependant l’utilisation des SVM est difficile lorsque la
taille de la base d’apprentissage est très élevée. La pre-
mière raison est due à une recherche des paramètres du
modèle appliqué. En effet, le temps d’apprentissage aug-
mente rapidement avec la taille du problème et l’éloigne-
ment des paramètres des valeurs optimales. La seconde rai-
son est liée à la complexité de la fonction de décision qui
augmente avec le nombre d’exemples présentés pendant la
phase d’apprentissage. La classification d’un flux de don-
nées continu peut ainsi devenir rapidement problématique.
La méthode proposée utilise la technique de la Quantifica-
tion Vectorielle (QV) pour réduire la taille de la base d’ap-
prentissage. Chaque vecteur produit par la QV représente
alors un prototype résumant un ensemble d’exemples de la
base initiale. Un schéma d’apprentissage itératif augmente
progressivement la taille de la base d’apprentissage et éli-
mine les modèles qui ne peuvent correspondre à l’optimal.

2 Machine à Vecteurs de Support
La théorie de l’Apprentissage Statistique de Vapnik et
de Chervonenkis [1] a conduit au développement d’une
classe d’algorithmes connus sous le nom de SVM. Ils per-
mettent de réaliser des estimations en classification (et en

régression). Une des originalités de la méthode est de pro-
duire une fonction de décision qui n’utilise qu’un sous-
ensemble de la base d’apprentissage. Les éléments de ce
sous-ensemble sont nommés Vecteurs de Support (SV).
Soit un ensemble d’apprentissageA =
{(x1, y1) , . . . , (xm, ym)} composé dem couples (vecteur
d’attributs, label) avecxi ∈ Rn et yi ∈ {−1,+1}.
L’algorithme des SVM projette les vecteursxi dans un
espace de travailH à partir d’une fonction non linéaire
φ : Rn → H. L’hyperplan optimal de séparation des
deux classes dans l’espaceH est ensuite recherché. Cet
hyperplan(w, b) matérialise la frontière de séparation
entre les deux classes. La classey d’un nouvel exemplex
est définie par :

y = sign (w · φ(x) + b) (1)

L’hyperplan est optimal s’il maximise la distance qui
le sépare des exemples lui étant le plus proche. Cette
distance est usuellement appelée marge du classifieur. Il
a été démontré [1] que maximiser cette marge corres-
pond à maximiser le «pouvoir» généralisateur du clas-
sifieur. Comme la valeur de la marge est inversement
proportionnelle à la norme dew, la recherche de l’hy-
perplan optimal est équivalente à la minimisation de
W (w, b, ξ) = 1

2 ‖ w ‖2 +C (
∑m

i=1 ξi) en respectant
les contraintes∀m

i=1 : yi [w · φ (xi) + b] ≥ 1 − ξi , ξi ≥
0. Le compromis entre erreurs de classification et com-
plexité du modèle dépend du paramètreC et des variables
ξi. Sous forme duale le problème revient à minimiser
W (α) = 1

2

∑m
i,j=1 αiαjyiyjK (xi,xj) −

∑m
i=1 αi sous

les contraintes∀m
i=1 :

∑m
i=1 yiαi = 0 , 0 ≤ αi ≤ C.

L’avantage de la version duale est de diminuer le nombre
de variables (suppression desξi) et d’éviter sa résolution
dans l’espace de projectionH. La technique de simplifica-
tion utilise une fonction noyauK respectant l’égalité

K (xi,xj) = 〈φ (xi) , φ (xj)〉 (2)

La solution optimaleα∗ définit l’ensembleSV des vec-
teurs de support (∀m

i=1i ∈ SV : αi > 0 ) et permet de
définir la fonction de décision [1] :

f (x) = sign

(∑
i∈SV

α∗
i yiK (xi,x) + b∗

)
(3)
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(a) Shuttle - Taux d’erreur.
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(b) Prototype shuttle - taux d’erreur.
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(c) Shuttle - nsv.
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(d) Prototype shuttle - nsv.
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(e) Shuttle - durée apprentissage (s).
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(f) Iteration de rejet.

Figure 1 –Résultats expérimentaux



Un algorithme efficace SMO [2] a été proposé par Platt
pour résoudre le problème dual. Les SVM étant des clas-
sifieurs binaires, la résolution d’un problème multi-classes
est réalisé en le transformant en une combinaison de pro-
blèmes binaires [3].

3 Méthode hybride d’apprentissage
En étudiant l’algorithme des SVM on remarque facilement
que la complexité associée (en temps de calcul) augmente
rapidement en fonction de la taille de la base d’appren-
tissage (pour la version SMO elle se situe entreO (n) et
O
(
n2
)

[2]). De plus, le nombre de vecteurs de support aug-
mente avec la taille du problème [2]. Cette augmentation
est d’autant plus importante que les données du problème
sont bruitées. En effet, lorsque le problème n’est pas linéai-
rement séparable dans l’espace de projectionH, plusieurs
variablesξi sont actives (ξi > 0). Les vecteurs de support
associés sont alors dans la marge. Sous l’hypothèse que
la position de l’hyperplan ainsi que la taille de la marge
ne change pas, la proportion d’exemples dans la marge (et
à moindre mesure sur la marge) augmente avec la taille
du problème. Cette hypothèse est justifiée si la taille de la
base initiale est suffisamment importante et que tout nou-
vel exemple n’ajoute pas d’information. Lorsque la taille
de la base d’apprentissage est élevée, la difficulté est alors
d’extraire seulement les exemples significatifs.
L’idée principale de notre méthode est d’entaîner les SVM
sur une base représentative de la base initiale, mais avec
un nombre d’exemples réduit. L’algorithme LBG [4] (uti-
lisé lors de l’étape de construction du dictionnaire dans le
cadre de la QV) est appliqué afin de réduire le nombre
d’exemples. L’objectif est de diminuer le temps d’entraî-
nement et de permettre rapidement le rejet des mauvais
paramètres pour le choix du modèle. La taille de la base
d’apprentissage augmente à chaque itération, jusqu’à ce
que l’amélioration du taux de classification devienne in-
férieure à un seuil. Le noyau choisi est un noyau gaussien

K (xi,xj) = exp
(
− ‖xi−xj‖2

2σ2

)
. La méthodeun-contre-

tous[3] est utilisée pour transformer un ensemble de SVM
binaires en un classifieur multi-classes. Le schéma itératif
proposé est le suivant :
Soit A = {(xi, yi)}1≤i≤m la base d’apprentissage,
T = {(xi, yi)}1≤i≤m′ la base de test,P =
{(Ci, σi)}1≤i≤l,1≤j≤l′ l’ensemble des couples de para-
mètres pour le choix du modèle etk le nombre de classes
différentes dansA etT.

Etape 1 : A est séparé enk ensemble de vecteurs d’attri-
butsSBj = {xi : yi = j} de taillesj (1 ≤ j ≤ k).

Etape 2 : Pour chaqueSBj un dictionnaireCj de taille
2α est produit en appliquant l’algorithme LBG (Cj =
SBj si sj ≤ 2α). L’union de tous les dictionnaires (en
ajoutant le label de la classe correspondante) produit
une nouvelle base d’apprentissageAα =

⋃k
j=1 Cj ×

{j}.

Etape 3 : Les SVM sont entraînés à partir deAα pour

chaque couple de paramètres(C, σ) ∈ P. L’erreur
empirique de classificationf(Aα,C,σ) (x) est détermi-
née à partir de la baseT. L’erreur empirique minimale
e∗, ainsi que le nombre minimalnsv∗ de vecteurs de
support pour les fonctions de décisionf , sont déter-
minés à partir de cet ensemble de tests.

Etape 4 : Tous les couples(C, σ) dont la fonction de dé-
cision associéef(Aα,C,σ) (x) à une erreur empirique
e > ψ1 (e∗) ou un nombre de vecteurs de support
nsv > ψ2 (nsv∗) sont supprimés deP .

Etape 5 : α est incrémenté, puis les étapes 2 à 5 sont ré-
pétées, jusqu’à ce que l’amélioration du taux de clas-
sification ne soit plus significatif ou queAα = A.

Nous faisons l’hypothèse que l’étape 2 fournit des pro-
totypes suffisamment représentatifs des exemples de la
base d’apprentissage. La topologie des données de chaque
classe est alors préservée. Un même modèle doit donc
avoir des performances en généralisation de même qua-
lité en utilisant la base d’apprentissageA ou Aα. Plu-
sieurs critères existent pour estimer les performances des
SVM [5]. Les plus couramment utilisés sont l’erreur em-
pirique et le nombre de vecteurs de support. Comme ces
critères ne fournissent qu’une estimation et pour éviter de
rejeter trop rapidement des couples de paramètres qui pour-
raient être optimaux, les fonctions de rejetψ1 et ψ2 per-
mettent de définir un seuil de sécurité (dans notre étude
ψ1 (x) = ψ2 (x) = 2x).

4 Expérimentations
Trois bases d’apprentissage comportant un nombre élevé
d’exemples (Tableau 1) ont été utilisées :satimage, letter
et shuttle[6]. Elles sont régulièrement utilisées commme
référence pour la classification. La librairiesvmtorcha été
utilisée pour l’implentation des SVM multi-classes [7]. Les

base apprentissage test classe attributs
satimage 4435 2000 6 36
letter 15000 5000 26 15
shuttle 43500 14500 7 9

Tableau 1 –description des bases.

figures 1(a) et 1(c) mettent en évidence les fortes variations
dee etnsv en fonction des valeurs deC etσ. La figure 1(e)
montre que le temps d’apprentissage est fortement lié au
nombre de vecteurs de support (nsv). La raison principale
est que l’algorithme SMO utilise un cache et une technique
deshrinking [2] pour réduire les temps de calcul. L’effi-
cacité de ces deux techniques diminues lorsque le nombre
de vecteurs de support augmente. Les figures?? et 1(d)
montrent les résultats obtenus avec notre méthode (α = 4).
On remarque que les régions d’intérêt ont été correctement
identifiées, mais que le relief des surfaces est plus raide.
Ceci est du au fait que l’algorithme des SVM utilise un
grand nombre desv lorsque la taille de la base est impor-
tante et que les paramètresC etσ sont éloigné des valeurs



optimales. Ceci à pour effet de réduire le taux d’erreur mais
correspond à un phénomène de sur-apprentissage. La fi-
gure 1(f) permet de déterminer à quelle itération un couple
de paramètres a été rejeté. Elle illustre que les plus mau-
vais couples sont rejetés rapidement. Le tableau 2 donne
les temps d’apprentissage et les taux d’erreur pour notre
methode et la methode classiquegrid search [8]. L’ap-
proche proposée réduit fortement les temps d’apprentis-
sage sur des bases de grande taille. De plus, le taux d’erreur
est quasi-identique à la méthode classique. La complexité
des fonctions de décision produites sont par contre faible-
ment réduites. Le faible bruitage des données de ces trois
bases explique cette faible réduction.

base notre méthode méthode classique
temps erreur temps erreur

satimage 8.5 10.7 29.9 10.1
letter 19 6.34 827 6.34
shuttle 3.8 0.09 412 0.09

Tableau 2 – taux d’erreur et temps d’apprentis-
sage(heures).
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Figure 2 –Evolution du taux d’erreur et densv.

Nous avons aussi appliqué notre méthode à la classifi-
cation de pixels issu d’images microscopiques [9]. Les
bases d’apprentissage et de test sont construites à partir de
4 images couleurs microscopiques de tumeur bronchique
(574*752 pixels). Pour chaque image, une segmentation
manuelle (fond, cytoplasme et noyaux) est réalisée par un
expert. La base d’apprentissage comporte plusieurs mil-
lions d’exemples (pixels) et les données sont fortement
bruitées. La figure 2 montre qu’avec notre méthode le taux
d’erreur ne varie plus avec la taille de la base au-delà d’un
certain seuil. Cependant la complexité de la fonction de dé-
cision augmente linéairement avec la taille de la base. En
effet le nombre d’exemples inclus dans la marge géomé-
trique est important du fait du fort bruitage des données.
Le nombre de vecteurs de support augmente donc propor-
tionnellement à la taille de la base. La fonction de décision

produite par notre méthode est 100 fois plus rapide que
celle utilisée par MEURIE et al.[9] et la segmentation ob-
tenue dans les deux cas est identique (la faible différence
dans le taux de classification est annulée par l’ensemble des
opérations morphologiques).

5 Conclusion
Une nouvelle méthode pour l’entraînement des SVM avec
des bases de tailles importantes est introduite. L’idée prin-
cipale repose sur l’utilisation de la QV pour construire une
base d’apprentissage de taille réduite en produisant un en-
semble de prototypes exemples. Les résultats exérimentaux
obtenus montrent que la méthode proposée réduit forte-
ment le temps d’apprentissage. De plus cette méthode pro-
duit une fonction de décision de complexité réduite lorsque
les données sont bruitées.
Les travaux futurs devront étendre notre méthode à des
fonctions noyau avec plus de paramètres [5]. En effet la
technique degrid searchpeut difficilement être utilisée
avec un nombre de paramètre supérieur à deux. Une étude
de l’influence de notre méthode avec différentes techniques
multi-classes et d’autres classifieurs à base de fonctions
noyau sera également envisagée. [10].
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